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筆者らは統計的機械翻訳（SMT）において語順推定

を改良する研究を情報通信研究機構および NHK にて実

施した [1,2]。本稿では、この研究成果について紹介す

る。語順が大きく異なる言語間の機械翻訳では、目的言

語の語順を推定する必要がある。語順を推定するために

統計的機械翻訳（SMT）では、語彙化語順推定モデル

[3]、階層フレーズベース [4]、構文ベース [5]、プレオー

ダリング [6] などの手法が提案されてきた。プレオーダ

リングは、原言語文のみに対する処理であるために、長

距離の語順並べ替えに有用な原言語の構文構造をシンプ

ルに利用できるという特徴がある。英日翻訳で高性能な

英語の構文解析器を用いたプレオーダリングは有効性が

高いことが確認されている [7,8]。構文構造を用いる既

存のプレオーダリング手法は原言語の構文解析器を必要

とする。しかし、多くの言語では高性能な構文解析器は

利用できない。機械翻訳が必要とされる状況として、原

言語では高性能な構文解析器が利用できないが目的言語

では利用でき、原言語と目的言語の語順が大きく異なる

場合が考えられる。本稿はこの状況で利用できるプレ

オーダリング手法を提案する。提案手法は、目的言語の

構文解析器で獲得した目的言語文の構文構造を原言語文

に射影して同期率の高い原言語の構文構造を構築するこ

とで、構文構造を利用するプレオーダリングモデルを構

築する。

機械翻訳は原言語文 F を目的言語文 E へ変換する処

理と定義できる。この処理で語順が異なる言語間では語

順の変更が必要である。プレオーダリングによる翻訳は

語順並べ替えと訳語選択の処理を 2 段階に分けて、次

のように翻訳する。はじめに、F を、ほぼ目的言語の語

順である原言語の単語列 F' に並べ替え（プレオーダリ

ング）、次に、F' を E に翻訳する。

プレオーダリング手法として多くの手法が提案されて

いる。ほとんどのプレオーダリング手法は、原言語の構

文解析器と並べ替えルールを用いる [6,7]。これらの手

法は、原言語の構文解析器が利用できない場合は適用で

きない。この場合でも利用できる、構文解析器を必要と

しない手法も提案されている [9]。この手法は対訳コー

パスと単語アラインメントを用いてシンタックスに基づ

かない構造（非構文の構造）の解析器を構築する。そし

て、この解析器で原言語文の構造を解析して BTG[10]

に基づいて並べ替える。

構文構造は、非構文の構造に比べて語順の推定で次の

点で優れていると考えられる。

・	構文構造は意味表現と部分構造が一致していると考え

られる。例えば、節は１つの意味表現になっておりか

つ構文構造の部分構造になっている。それに対して、

非構文の構造は必ずしも意味表現と部分構造が一致す

るとは限らない。

・	構文構造は非構文の構造より情報量が多い。構文構造

は多くのフレーズラベルを用いるが、非構文の構造は
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1 種類のフレーズラベルしか用いない。

提案手法は、原言語の構文解析器が利用できない場合

でも、目的言語の構文解析器を用いることで、構文構造

に基づいたプレオーダリングができる。対訳文では、原

言語と目的言語の構文構造は類似していることが期待さ

れる [11]。この期待に基づいて対訳文中の原言語の構

文構造を構築し、ITG[10] に基づくプレオーダリング

モデルを学習する。

ITG/BTG の効果的な学習には、対訳構造の同期率が

高いことが重要である。なぜなら、ITG/BTG は同期し

ている部分から学習されるためである。そこで、言語間

の射影によって構文構造の同期率が高い対訳文を選択

し、さらに射影に基づいて同期率が高い構文構造を構築

することによって、ITG/BTG の効果的な学習を促進す

る。

プレオーダリングモデルは次のステップで構築する。

1．	目的言語の構文解析器を用いて、対訳コーパスの目

的言語文の 2 分木構文構造を獲得する。

2．	目的言語文の部分的な構文構造を、単語アラインメ

ントを用いて原言語文に射影する。（4.1 節）

3．	射影された部分構造を用いて同期率の高い対訳文を

選択する。（4.2 節）

4．	射影された部分構造を用いて確率的 CFG と教師無

しの確率的品詞推定モデルを構築する。（4.3 節）

5．	射影された部分構造を制約として用いて、構築した

確率モデルで訓練データの原言語文を構文解析し、同

期率の高い構文構造を構築する。（4.4 節）

6．	構築した原言語の構文構造と単語アラインメントを

用いて ITG に基づくプレオーダリングモデルを学習

して構築する。（4.5 節）

プレオーダリングモデルを構築した後、このモデル

を用いて対訳コーパスの原言語文をプレオーダリングし

て、F' と E のパラレルコーパスを構築する。このコー

パスを用いて SMT のモデルを学習する。

入力文の翻訳は、プレオーダリングモデルを用いて入

力文 F を F' に変換してから SMT で翻訳する。

本研究のメインの貢献は、目的言語の構文解析器を用

いたプレオーダリングの枠組みである。これに加えて、

射影による新しい句構造構築手法を提案する。提案手法

は既存の射影による句構造構築手法 [12] と比べて次の

2 つの違いがある。（１）CFG の確率推定において、既

存手法では射影から得られる曖昧性のある候補の確率に

一様分布を仮定しているが、この仮定は正しくない。そ

れに対して、提案手法は全ての候補の確率を計算する。

（２）既存手法は原言語の品詞タグを必要とするが、提

案手法は必要としない。ただし、原言語文の単語分割は

必要である。

以下、プレオーダリングモデルの構築の詳細について

説明する。

本節では、前記のステップ 2 以降を説明する。

4.1　部分構造の射影
まず、自動単語アラインメント手法を用いて対訳文間

の単語アラインメントを獲得する。このアラインメント

を介して目的言語文の部分的な構文構造を原言語文に射

影する。これによって原言語文の部分的な構文構造が得

られる。射影の例を図 1 の上部に示す。

射影は次のように行う。単語アラインメントを介し

3 提案手法の概要

図 1 部分構造の射影と 2 分木構造の構築例

4 モデルの訓練
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て E の部分木のスパンに対応する F の部分木のスパン

を特定し、E の部分木の根のフレーズラベルを F のス

パンに付与する。F の部分木のスパンは、E のスパン中

の語にアラインメントされた語の左端から右端までとす

る。この F のスパンを最小射影スパンと呼ぶ。最小射

影スパンに隣接していてアラインメントされていない語

は、このスパンに含まれる可能性があり、スパンの範囲

に曖昧性がある状態とする。図 1 では、最小射影スパ

ンを水平の実線、アラインメントされていない語の部分

を水平の破線で示している。

最小射影スパンが互いに部分的に重複する（不整合と

呼ぶ）と、射影された部分構造を補完しても木構造を構

成できないので、不整合な部分構造は削除する。

4.2　同期率の高い対訳文の選択
射影した部分構造を用いて構造の同期率が高い対訳文

を選択する。各対訳文対での同期率とは、「原言語文で

のスパンの数」を「原言語文中の語数―1」で割った値

で計算する。選択した対訳文は 4.3 〜 4.5 節で用いる。

4.3　構文解析のための確率モデルの構築
射影された原言語の部分構造からプレオーダリングモ

デルの学習に用いる 2 分木構造を獲得するために、構

文解析用の確率モデルを構築する。F とその部分構造を

入力として用いて、原言語に対する確率的文脈自由文法

（PCFG）および教師無しの確率的品詞推定モデルを構

築する。これらのモデルを Pitman-Yor 過程 (PY)[13]

を用いて構築する。なぜなら、その “rich-get-richer”

の特性が部分的に付与された構造を持つデータからモデ

ルを学習するのに適しているためである。

ここで用いる CFG ルール x →αは、非終端記号 x ∈

V と 2 つの非終端記号で構成される順序対αからなる。

非終端記号の集合 V は V = ℒ ∪ 𝒯 で、ℒ はフレーズラ

ベルの集合である。𝒯={1,2,…,|𝒯|} は原言語の教師無し

の品詞タグを表す数字の集合で、|𝒯| は品詞タグの種類

数を表す。訓練データ中の原言語の単語集合を ℱ とし、

F = f1 f2…fm, f∈ ℱ とする。木構造 D の確率は、その

構成要素である CFG ルールと単語の確率の積により式

(1) で計算する。

( ) = ∏ ( | ) ( )∏ ( | )

� (1)

ここで、ℛ は CFG ルールの集合を表し、c(x →α ,D)

は D を構成する CFG ルール x →αの頻度を表し、t ∈

𝒯 は品詞タグを表し、t の添え字 i は F での単語位置を

表す。木構造の根のフレーズラベルには、フレーズラベ

ル S を用いる。

PY モデルは CFG ルールまたは原言語の単語の確率

分布として次式で表される。

P(α|x)~PYx (dcfg, θcfg, Pbase (α|x))

P(f |t)~PYx (dtag, θtag, Pbase (f |t))

ここで、dcfg, θcfg, dtag, θtag は、PY モデルのハイパー

パラメータであり、文献 [14] の手法で最適化する。バッ

クオフの確率分布には一様分布、すなわち、Pbase (α

|x) =1 ⁄ |V|2 および Pbase (f |t)=1 ⁄ |ℱ| を用いる。ここで、

|V| は非終端記号の種類数、|ℱ| は訓練データ中の原言語

の単語の種類数である。

式 (1) および次の制約に基づいてサンプリングするこ

とでモデルを構築する。最小射影スパンが存在する場合

は、アラインメントされていない語の部分を除いたスパ

ンが最小射影スパンと不整合にならないスパンをサンプ

リングする。そして、フレーズラベルが射影されている

スパンでは、射影されているフレーズラベルをサンプリ

ングする。

サンプリングは、動的計画法に基づいて文構造単位で

ギブスサンプリングにより行う [15]。各文において、

CYK アルゴリズムでボトムアップに内側確率を計算し、

次に各 CFG ルールを頂点とするサブツリーの内側確率

を用いてトップダウンで部分木構造をサンプリングす

る。計算コストを削減するために、内側確率を計算する

際には文中の各語に対して確率が上位の品詞タグのみを

用いる。後の実験では、上位 5 位以内の品詞タグを利

用した。1

4.4　同期率の高い構造の獲得
構築した確率モデルを用いて、射影されたスパンと

1	 品詞タグの確率は初期状態では全て等確率とした。
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フレーズラベルの制約の下で訓練データの原言語文を構

文解析することで、射影されたスパンやラベルの不足を

補完し、スパンの曖昧性を解消する。これによって、目

的言語文の構造と同期率が高い 2 分木構造を獲得する。

例を図 1 の下部に示す。

4.5　プレオーダリングモデルの学習
前節で獲得した原言語の 2 分木構文構造と単語アラ

インメントからプレオーダリングモデルを学習する。こ

のプレオーダリングモデルは、PCFG を用いた構文解

析と ITG を組み合わせたモデル（ITG 構文解析モデル）

として構築する。

プレオーダリングモデルの訓練データは次のようにし

て構築する。獲得した F の 2 分木構造の任意の子ノー

ドの順番を替えることで、E の語順に最も近くなるもの

を F' とし、その構造を特定する。語順の近さの基準に

は Kendall のτを用いる。そして、F の構造に対して、

F と F' とで子ノードの順番が異なるノードのフレーズ

ラベルには "_SW" を付与し、順番が同じノードのフレー

ズラベルには "_ST" を付与する。この構造は ITG から

の導出と考えることができる。次に、この 2 分木構造

を用いて PCFG の学習アルゴリズムで ITG 構文解析モ

デルを学習する。学習したモデルが提案手法のプレオー

ダリングモデルである。この学習アルゴリズムには、隠

れクラスを使う手法 [16] を用いる。

入力文は ITG 構文解析モデルを用いてプレオーダリ

ングする。入力文をプレオーダリングする例を図 2 に

示す。はじめに、ITG 構文解析モデルで入力文を構文

解析する。このとき 2 分木構造と並べ替えを特定する

"_SW" と "_ST" を含むフレーズラベルを決定する。そ

して、2 分木で "_SW" が付与されたノードの子ノード

の順番を変更する。

訓練データは、4.1 節で射影されたスパンの制約のも

とで ITG 構文解析モデルで原言語文を構文解析して並

べ替える。

日 英 と 中 英 の 特 許 翻 訳 の 実 験 を NTCIR-9 と

NTCIR-10 の特許機械翻訳タスク [8,17] のデータを

用いて行った。

6.1　設定
NTCIR-9 のデータと NTCIR-10 のデータとでは、

訓練データと開発データは同じで、テストデータは異な

る。訓練データは日英が約 318 万文対で中英が 100

万文対である。開発データは、日英・日中それぞれ2,000

文対である。テストデータは、NTCIR-9 で 2,000 文、

NTCIR-10 で 2,300 文である。英語の構文解析器に

Enju、日本語の単語分割に MeCab、中国語の単語分

割に Stanford segmenter を用いた。日本語の英数字

は、英単語の単位に合わせて単語分割した。翻訳モデル

の学習には、40 単語以下の文で英語側の文が構文解析

できたものを訓練データとして用いた。これは日英で約

206 万文対、中英で約 40 万文対であった。単語アラ

インメントは GIZA++ と grow-diag-final-and ヒュー

リスティックおよび誤りを低減させる前後処理（英語の

冠詞と日本語助詞「が」「を」「は」をアラインメント推

定時に削除）[18] により獲得した。訓練データの目的

言語文を用いて 5-gram の言語モデルを学習した。

提案手法（Proposed）は次のように学習した。4.2

5 プレオーダリング

6 実験
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図 2 入力文をプレオーダリングする例
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節の同期率の高い対訳文の選択では、上位 10 万文を

選択した。4.3 節の確率モデルの学習では、|𝒯|=50 と

し、サンプリングをデータ全体に対して 100 回行った。

Berkeley parser [16] をプレオーダリングモデルの学

習および構文解析に用いた。翻訳にはフレーズベース

SMT の Moses[19] を用い、distortion limit の設定

値を標準設定の 6 とした。

比較手法として、次の 6 つの手法を用いた。

⃝	 フレーズベース SMT ＋語彙化語順推定モデル

（PBMTL）[19]

⃝	 階層フレーズベース SMT（HPBMT）[4]

⃝	 String-to-tree 構文ベース SMT（SBMT）[5] 

⃝	 フレーズベース SMT ＋単語列ラベリングに基づく

語順推定モデル（PBMTD）[18]

⃝	 原言語の依存構造解析器を用いたプレオーダリング

（SRCDEP）[20]

⃝	 構文解析器不要のプレオーダリング（LADER）[9]

PBMTD は Moses 互換のデコーダーを用い、他は

Moses を用いて翻訳した。PBMTL の語順推定モデ

ルの学習には翻訳モデルの訓練データを全て用いた。

PBMTD の語順推定モデルの学習には 20 万文を用い

た。SRCDEP で利用する依存構造解析には CaboCha

（日本語）と Stanford parser ＆ tagger（中国語）を

用いた。CaboCha の出力は単語の依存構造に変換し

て利用した。SRCDEP の並べ替えルールの学習には

翻訳モデルの訓練データを全て用いた。LADER のプ

レオーダリングモデルの学習には 4.2 節の手法で選択

した 10 万文の訓練データ（すなわち Proposed と同

じ訓練データ）を用いて 100 回の繰り返し計算を行っ

た。HPBMT と SBMT の max-chart-span の設定は

無制限とした。他の手法のフレーズベース SMT での

distortion limitの設定値はシステム名の添え字で示す。

表 1 日英翻訳の評価結果
NTCIR-9 NTCIR-10

RIBES BLEU RIBES BLEU
PBMTL-4 65.48 26.73 65.53 27.44
PBMTL-20 68.79 30.92 68.30 31.07
HPBMT 70.11 30.29 69.69 30.77
SBMT 72.54 31.94 71.32 32.40
PBMTD-20 73.54 33.14 72.23 33.87
SRCDEP-6 71.88 29.23 71.20 29.40
LADER-6 74.31 32.98 73.98 33.90
Proposed-6 76.35 33.83 75.81 34.90

表 2 中英翻訳の評価結果
NTCIR-9 NTCIR-10

RIBES BLEU RIBES BLEU
PBMTL-4 75.02 29.22 74.24 30.65
PBMTL-10 76.11 31.20 75.41 32.34
HPBMT 77.68 32.39 77.45 33.61
SBMT 78.44 32.47 77.68 33.90
PBMTD-10 77.98 33.03 77.48 34.28
SRCDEP-6 76.88 28.85 76.14 29.36
LADER-6 78.18 30.80 77.06 31.12
Proposed-6 81.61 35.16 81.05 36.22

表 3 提案手法の対訳文選択の効果
NTCIR-9 NTCIR-10

RIBES BLEU RIBES BLEU
LADER（提
案法不適用） 72.33 32.30 70.96 33.07

LADER（提
案法適用） 74.31 32.98 73.98 33.90

6.2　結果
評価は、自動評価の BLEU-4 と RIBES v1.01 で行っ

た。評価結果を表 1 と表 2 に示す。日英翻訳および中

英翻訳のいずれにおいても、NTCIR-9 と NTCIR-10

のデータで、提案手法は比較した手法より高い RIBES

および BLEU のスコアが得られた。これによって、提

案手法の有効性が確認された。SRCDEP の並べ替え

ルールは構造の一部のみを考慮するが、提案手法は文全

体を考慮して並べ替える。提案手法は LADER では用

いない構文を用いる。これらの違いの有効性が確認され

た。

さらに、4.2 節で提案した、構造の射影に基づく構造

の同期率が高い対訳文選択の効果について検証する。提

案手法は同期率が高い対訳文の選択が必要不可欠である

ため、LADER を用いて日英翻訳の比較実験を行った。

次の 2 つの条件で学習した LADER の結果を比較する。

（１）提案手法の対訳文選択を適用しなかった訓練デー

タ 10 万文で学習した LADER( 提案法不適用 ) と（２）

提案手法の対訳文選択を適用して選択した訓練データ

10 万文で学習した LADER( 提案法適用 ) である。結

果を表 3 に示す。RIBES および BLEU のスコアは、

LADER( 提案法適用 ) のほうが LADER( 提案法不適用 )

より高い。これにより、提案手法である構造の同期率が

高い対訳文の選択は、BTG の効果的な学習に効果があ

ることが確認された。
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目的言語の構文解析器を用いた機械翻訳のプレオーダ

リング手法を提案した。提案手法は、原言語の構文解析

器を必要とせずに構文構造を利用してプレオーダリング

することができる。また、提案手法は、言語間の部分構

造の射影により、文構造の同期率が高い対訳文対の選択

と同期率が高い原言語の構文構造の構築を行う。これに

よって得られた同期率が高い構文構造を用いることで、

ITG の学習を促進して効果的な学習を実現した。日英・

日中の特許翻訳で有効性を確認した。
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